Ekonomiye eLLal.eM ne der: Kii¢iik Olcekli Alan Uyarlamasinda Akademik Gorevler icin
QLoRA ve PEFT ile LLaMA-2 Dil Modelinin Ekonomi Metinlerinde Ince Ayarlamasi

Bu calismada, bir¢ok farkli dil gérevine uygulanabilirligi ile bilinen ag¢ik kaynakli LLaMA-2-7B
(Katmanli Dil Modeli Mimarisi) [1] isimli biiylik dil modeli, QLoRA (Kuantize Diisiik Riitbe
Uyarlamasi) [2] ile PEFT (Parametre Verimli Ince Ayar) yéntemleri kullanilarak ekonomi
alaninda kiigtik dlcekli alan uyarlamasina yonelik ince ayar yapilmistir. Bu anlamda LLaMA-2-
Ekon isminde ince ayarlanmis model ii¢ farkli gérev tipi icin Ingilizce dilindeki ekonomi
makaleleriyle egitilmistir: (i) bir 6zete dayali baslik olusturma, (ii) 6zet siniflandirma ve (iii)
ekonomi alaninda soru-cevap (S&C). LLaMA-2-Ekon dil modelimiz daha fazla ekonomi alaninda
aragtirma yapanlarin yararlanabilmesi i¢in Streamlit ve Langchain kiitiiphaneleri kullanilarak bir
internet uygulamasi haline getirilmistir.

RNN [3] ve LSTM [4] mimarileri gibi sinir aglarinin ortaya ¢ikisini takip eden doniistiiriicli
mimarileri [5], GPT-4, Bard ve Gemini gibi kapali modeller ile LLaMA-2, Bloom ve Mistral gibi
acik kaynakli biiytlik dil modellerinin gelisimine yol agmistir. Ayrica, QLoRA ve PEFT gibi yeni
yontemler daha az bellek gerektiren ve daha kii¢iik donanimlarda daha hizli egitim siireleri
saglayip parametre sayisin1 onemli Ol¢giide azaltarak modellerin dlgeklenebilmesi ve gorev bazl
ince ayarlanmasima imkan saglamigtir. Bu sekilde ince ayarlanmig modeller ¢esitli gorevlere
uyarlanmistir [6]-[9]. Ancak bilgimiz dahilinde ekonomi alaninda ¢esitli akademik gorevlere
yonelik ince ayarlanmis acik kaynakli bir model mevcut degildir.

Calisma kapsaminda toplamda arXiv veri tabanindan 6719 6rnek egitim seti ve 350 6rnek test seti
icin toplanmistir. Ekonometri, genel ekonomi ve teorik ekonomi kategorilerinde ekonomi
makalelerinin baglik, 6zet ve diger meta verileri ¢cekilmis olup Sekil 1’de verinin kategorilere gore
dagilimi paylasilmistir. LLaMA-2-Ekon modelimiz ekonomi makale 6zetleri ve bu 6zetlere dayali
baska bir biiyiik dil modeliyle hazirlanmis sentetik soru-cevap diyaloglar1 iizerinde [10] Gozetimli
Ince Ayarlama (Supervised Fine-Tuning) yéntemi ile etiketlerine gére Python’da A100 GPU
kullanilarak ince ayarlanmigtir.

Baslik olusturma gorevi i¢in, LLaMA-2-Ekon modelimizi, temel (baseline) ince ayarsiz LLaMA-
2 modeli ve tek atis 6grenme (one shot) metodunun kullanan GPT-Neo ve OPT gibi diger benzer
kod-¢oziicii (decoder-only) modellerle ROUGE ve BLEU degerlendirme dlgiitlerinde
karsilastirdik. Tablo 1°deki sonuglar ince ayarlanmig LLaMA-2-Ekon modelinin daha basarili
oldugunu gostermektedir. Ozet simiflandirma gorevi icin ise LLaMA-2-Ekon farkli makine ve
derin 6grenme algoritmalariyla karsilastirilmistir. Tablo 2°de modelimizin Lojistik Regresyon, K
En Yakin Komsu Simiflandirma, Rastgele Orman Siniflandirici, XGB Siniflandirici, Karar Agaci
Simiflandirict ve SVC (Destek Vektor Siiflandiricilart) dahil farkli makine 6grenimi modellerine
ve LSTM ile RNN gibi derin 6grenme algoritmalarina kiyasla daha iyi performans gosterdigi
goriilmektedir.

Son olarak, modelin arastirmacilar tarafindan kullanilabilmesi i¢in Streamlit kiitiiphanesi ile bir
internet uygulamasi hazirlanmigtir. Bu kapsamda, RAG (geri alma artirimli iiretim) ve FAISS
(Facebook AI Benzerlik Aramasi) yontemleri kullanilarak yukaridaki gorevlere ek olarak
kullanicilarin uygulamada kendi belgelerini yiiklemelerine ve ekonomi alaninda makalelerle
etkilesime gecmesi saglanacaktir.



Sekil 1. Egitim verilerindeki kelime/token sayist ve kategorik dagilimi
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Tablo 1. LLaMA-2-Econ modelinin baglik olusturma gdrevinde diger biiyiik dil modelleriyle karsilagtirmali
performans ol¢timleri

Model BLEU ROUGE-1 ROUGE-2 ROUGE-L
LLaMA-2 (temel) 0.09 0.31 0.14 0.28
LLaMA-2-Ekon 0.12 0.40 0.19 0.37
GPT Neo (tek atig 6grenme) 0.03 0.19 0.05 0.17
OPT (tek atig 6grenme) 0.06 0.25 0.10 0.22

Tablo 2. LLaMA-2-Econ modelinin 6zet stniflandirma gorevinde makine ve derin 6grenme algoritmalariyla
karsilastirmali performans o6lgiimleri

Model Dogruluk Kesinlik Duyarhhk F1

Karar Agact Siniflandirici 0.7714 0.7191 0.7714 0.7139
K En Yakin Komsu Siniflandirict 0.7857 0.7879 0.7857 0.7881
LLaMA-2-Ekon 0.8800 0.8822 0.8800 0.8801
Lojistik Regresyon 0.8543 0.8553 0.8543 0.8547
Rastgele Orman Siniflandirict 0.8543 0.8577 0.8543 0.8545
SVC 0.8571 0.8593 0.8571 0.8578
XGB Siiflandirict 0.8271 0.8277 0.8286 0.8276
RNN 0.8057 0.8098 0.8029 0.8077
LSTM 0.8143 0.8166 0.8143 0.8152
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